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INTRODUZIONE:

Questo elaborato si propone di condurre uno studio del dataset fornito, mediante sistemi di classificazione e analisi messi a disposizione dai software WEKA e Bn PowerSoft (Cheng).

E’ stato necessario, innanzitutto tradurre il dataset “protein” in un formato compatibile ai software di nostro interesse: ovvero in formato ARFF.  Questo formato è caratterizzato fondamentalmente da un’intestazione che specifica le proprietà dei vari attributi del database, come segue:

@RELATION protein

@ATTRIBUTE HYDRO
REAL

@ATTRIBUTE BURIED
REAL

@ATTRIBUTE BETA
REAL

@ATTRIBUTE HELIX
REAL

@ATTRIBUTE COIL
REAL

@ATTRIBUTE WEIGHT
REAL

@ATTRIBUTE I
REAL

@ATTRIBUTE V
REAL

@ATTRIBUTE L
REAL

@ATTRIBUTE F
REAL

@ATTRIBUTE C
REAL

@ATTRIBUTE M
REAL

@ATTRIBUTE A
REAL

@ATTRIBUTE G
REAL

@ATTRIBUTE T
REAL

@ATTRIBUTE W
REAL

@ATTRIBUTE S
REAL

@ATTRIBUTE Y
REAL

@ATTRIBUTE P
REAL

@ATTRIBUTE H
REAL

@ATTRIBUTE E
REAL

@ATTRIBUTE Q
REAL

@ATTRIBUTE D
REAL

@ATTRIBUTE N
REAL

@ATTRIBUTE K
REAL

@ATTRIBUTE R
REAL

@ATTRIBUTE class 
{P1,P2}

@DATA

[…]

da qui vengono elencati i record

Il database è costituito da un totale di 3507 istanze. Ognuna di esse comprende 27 attributi:

Hydro, Buried, Beta, Helix, Coil, Weight, V, L, F, C, M, Y, I, A, G, T, W, K, P, H, E, Q, D, N, 

e la variabile di classe PROTEIN.

Quest’ultima è costituita da 2616 record P1, e 891 record P2.

· In una prima fase preliminare si è utilizzata la funzione Explorer per dare una valutazione delle capacità di classificazione, selezionando i filtri e i classificatori  più comuni.

· Successivamente si sono sfruttate le potenzialità della funzione Experimenter per poter confrontare le performance dei classificatori scelti.

· Infine si sono svolti una serie di esperimenti con il software Cheng, e se ne è studiata la variabilità.

EXPLORER:

E’ la funzione che permette di condurre singolarmente degli esperimenti di filtraggio e classificazione su un dataset assegnato. 

Abbiamo effettuato una scelta tra i classificatori a disposizione:

(1) neural.NeuralNetwork 

(2) SMO 

(3) OneR 

(4) NaiveBayes 

(5) j48.PART

(6) j48.J48

(7) Ibk

(8) ZeroR 

Per ognuno di essi si è condotto un esperimento con i parametri di default. E il test è stato condotto secondo una cross-correlazione a 10 fold.

Inoltre, allo scopo di cercar di ottenere un miglioramento della performance, per il solo classificatore J48.J48 si sono confrontati i risultati utilizzando anche un filtro di normalizzazione, variando i parametri caratteristici, e utilizzando un filtro randomizzante insieme a un test con splitting al 66 %.

Di seguito sono riportati i dati più importanti per gli esperimenti condotti: 

weka.classifiers.IBk -K 1 -W 0

Correctly Classified Instances        3056               87.14   %

Incorrectly Classified Instances       451               12.86   %

=== Confusion Matrix ===

    a    b   <-- classified as

 2398  218 |    a = P1

  233  658 |    b = P2

Osservazioni: il presente classificatore risulta essere il migliore tra quelli testati, ed esso riesce a classificare meglio P1, infatti sulla classe P1 l’errore di classificazione si attesta ad 8.33 %, mentre per la classe P2 attorno ad 26,15 %.

weka.classifiers.NaiveBayes 

Correctly Classified Instances        2815               80.268  %

Incorrectly Classified Instances       692               19.732  %

=== Confusion Matrix ===

    a    b   <-- classified as

 2351  265 |    a = P1

  427  464 |    b = P2

Osservazioni: il peggioramento delle prestazioni è essenzialmente dovuto alla classe P2, infatti la percentuale di correttamente classificati è pari al solo 52%.

weka.classifiers.OneR -B 6

Correctly Classified Instances        2632               75.0499 %

Incorrectly Classified Instances       875               24.9501 %

=== Confusion Matrix ===

    a    b   <-- classified as

 2372  244 |    a = P1

  631  260 |    b = P2

Osservazioni: la tendenza al peggioramento delle prestazioni di classificazione –soprattutto per la classe P2 – continua. Infatti la percentuale di correttamente classificati è in pratica equivalente ai valori ottenuti usando un classificatore ZeroR.  

weka.classifiers.SMO 

Correctly Classified Instances        2913               83.0624 %

Incorrectly Classified Instances       594               16.9376 %

=== Confusion Matrix ===

    a    b   <-- classified as

 2556   60 |    a = P1

  534  357 |    b = P2

Osservazioni: questo classificatore ha una buona performance in generale, e risulta ottima per quanto riguarda la classe P1.

weka.classifiers.ZeroR

Correctly Classified Instances        2616               74.5937 %

Incorrectly Classified Instances       891               25.4063 %

=== Confusion Matrix ===

    a    b   <-- classified as

 2616    0 |    a = P1

  891    0 |    b = P2

Osservazioni: questo filtro funziona classificando tutti gli elementi di test nella classe più numerosa. 

weka.classifiers.neural.NeuralNetwork 

Test mode:    split 66% train, remainder test

Correctly Classified Instances        1008               84.4929 %

Incorrectly Classified Instances       185               15.5071 %

  a   b   <-- classified as

 777 101 |   a = P1

  84 231 |   b = P2

Osservazioni: questo classificatore ha il pregio di essere in grado di classificare correttamente una percentuale significativa della classe P2, pari a 73.3%.

weka.classifiers.j48.J48 -C 0.25 -M 2

Correctly Classified Instances        2890               82.4066 %

Incorrectly Classified Instances       617               17.5934 %

=== Confusion Matrix ===

    a    b   <-- classified as

 2347  269 |    a = P1

  348  543 |    b = P2

Osservazioni: questo classificatore genera risultati buoni mantenendo migliori performance per la classe P1. 

weka.classifiers.j48.J48 -C 0.25 -M 2

protein-weka.filters.NormalizationFilter

Correctly Classified Instances        2891               82.4351 %

Incorrectly Classified Instances       616               17.5649 %

=== Confusion Matrix ===

    a    b   <-- classified as

 2346  270 |    a = P1

  346  545 |    b = P2

Osservazioni: l’utilizzo del filtro di normalizzazione migliora in modo trascurabile le performance del filtro.

weka.classifiers.j48.PART -C 0.25 -M 2   con 3 fold

Correctly Classified Instances        2913               83.0624 %

Incorrectly Classified Instances       594               16.9376 %

=== Confusion Matrix ===

    a    b   <-- classified as

 2464  152 |    a = P1

  442  449 |    b = P2

Osservazioni: leggermente superiore come performance rispetto al j48 .J48 base.

weka.classifiers.j48.PART -C 0.25 -M 2  con 6 fold

Correctly Classified Instances        2913               83.0624 %

Incorrectly Classified Instances       594               16.9376 %

=== Confusion Matrix ===

    a    b   <-- classified as

 2464  152 |    a = P1

  442  449 |    b = P2

Osservazioni: aumentando i ford da 3 a  6 le performance del classificatore rimangono inalterate.

weka.classifiers.j48.J48 -C 0.25 -M 2  

split 66% train, remainder test

Correctly Classified Instances         967               81.0562 %

Incorrectly Classified Instances       226               18.9438 %

=== Confusion Matrix ===

   a   b   <-- classified as

 771 107 |   a = P1

 119 196 |   b = P2

Osservazioni. l’introduzione dello splitting del 66% in train ed i dati rimanenti per il test, peggiora le prestazioni del classificatore.

weka.classifiers.j48.J48 -C 0.25 -M 2

protein-weka.filters.RandomizeFilter-S42
Correctly Classified Instances        1002               83.9899 %

Incorrectly Classified Instances       191               16.0101 %

=== Confusion Matrix ===

   a   b   <-- classified as

 807  89 |   a = P1

 102 195 |   b = P2

Osservazioni: randomizzando il dataset le performance hanno un range di variazione del 3% circa. 

weka.classifiers.j48.J48 -C 0.25 -M 2

protein-weka.filters.RandomizeFilter-S30
Correctly Classified Instances         955               80.0503 %

Incorrectly Classified Instances       238               19.9497 %

=== Confusion Matrix ===

   a   b   <-- classified as

 802  90 |   a = P1

 148 153 |   b = P2

EXPERIMENTER:
Mediante questa funzione siamo in grado di ripetere e comparare automaticamente gli esperimenti per ogni Classificatore selezionato. Esso svolge di volta in volta uno splitting del 66% dei dati, e su di essi vi applica un filtro di randomizzazione. Infine completa il ciclo di conti testando i classificatori mediate il 33 % di dati rimanenti.

Abbiamo fatto ripetere l’esecuzione dei calcoli tre volte. I risultati più interessanti sono sotto riportati:

Analysing:  Percent_correct
Datasets:   1

Resultsets: 8

Confidence: 0.05 (two tailed)

Dataset                   

(1) neural.N | (2) SMO ' (3) OneR  (4) Naive (5) j48.P (6) j48.J (7) IBk ' (8) ZeroR 

--------------------------------------------------------------------------------------

(3)    85.91 |   83.11 *   76.68 *   81.21 *   82.41 *   82.05     87.16     74.44 * 

--------------------------------------------------------------------------------------

     (v/ /*) |   (0/0/1)   (0/0/1)   (0/0/1)   (0/0/1)   (0/1/0)   (0/1/0)   (0/0/1) 

Analysing:  False_positive_rate

Datasets:   1

Resultsets: 8

Confidence: 0.05 (two tailed)

(1) neural.N | (2) SMO ' (3) OneR  (4) Naive (5) j48.P (6) j48.J (7) IBk ' (8) ZeroR 

--------------------------------------------------------------------------------------

(3)    0.34  |    0.59 v    0.69 v    0.47      0.57 v    0.37      0.27      1    v 

--------------------------------------------------------------------------------------

    (v/ /*)  |   (1/0/0)   (1/0/0)   (0/1/0)   (1/0/0)   (0/1/0)   (0/1/0)   (1/0/0) 

Analysing:  False_negative_rate
Datasets:   1

Resultsets: 8

Confidence: 0.05 (two tailed)

Date:       25/06/03 11.06

(1) neural.N | (2) SMO ' (3) OneR  (4) Naive (5) j48.P (6) j48.J (7) IBk ' (8) ZeroR 

--------------------------------------------------------------------------------------

 (3)    0.07 |    0.02      0.08      0.09      0.04 *    0.11      0.08      0    * 

--------------------------------------------------------------------------------------

     (v/ /*) |   (0/1/0)   (0/1/0)   (0/1/0)   (0/0/1)   (0/1/0)   (0/1/0)   (0/0/1) 

Come si può osservare il classificatore migliore in assoluto risulta essere l’IBk con una percentuale complessiva di correttamente classificati pari a 87,16 %. In sequenza poi si hanno dei risultati soddisfacenti anche con Neural.Network e SMO. I rimanenti classificatori si attestano su valori inferiori di più del 5 % dall’ottimo.

Inoltre, le performance dei classificatori possono essere completate mediante l’osservazione dei valori di falsi positivi e falsi negativi. 

L’IBk percentualmente risulta essere meno sensibile alla classe di Proteine P2, mentre rimane il classificatore più efficiente nel classificare correttamente P1. Esso ha una percentuale di falsi positivi del 27 %, mentre per quanto riguarda i falsi negativi, i classificatori Neural.Network, SMO e J48.PART hanno delle performance migliori.

Questo distinguo risulterebbe di maggior interesse nel caso in cui si desse un costo diverso all’errore nel classificare P1 rispetto a P2. Nel caso presente si è invece portati a scegliere il classificatore migliore in base alla sola capacità predittiva globale.

Osserviamo infine come in generale i classificatori testati presentano una maggior difficoltà nel classificare correttamente la Classe P2. Probabilmente a causa della natura stessa dei suoi record, che potrebbero contenere delle informazioni discordanti.   

CHENG:

Il software della BN PowerSoft si struttura in 3 parti fondamentali. Il Data PreProcessor è un semplice strumento il cui compito è di discretizzare i dataset di interesse e convertire il formato in MS-Access.

Successivamente, i dati pre-trattati possono venir acquisiti da Costructor che ne analizza le caratteristiche di tutte istanze del database, e genera uno schema di intercorrelazioni tra attributi.

Abbiamo eseguito una serie di test preliminari sul dataset completo a nostra disposizione; mediante esso abbiamo creato il seguente schema: 
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Se invece nelle opzioni impostiamo una soglia 5 volte più alta, il modello tende a semplificarsi leggermente. Come mostrato nella seguente figura. 
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con un valore di soglia pari a 5

Infine essi sono stati importati all’interno del Predictor (a livello dell’opzione causes-effects). E’ risultato che la capacità di classificazione delle varie Bayesiane -calcolate in questa modalità- non presentano alcuna variazione rispetto alla situazione in cui vengono mantenuti tutti i valori di default.   

Infatti, per esempio, si è fatto costruire al Costructor un report di intercorrelazioni tra le istanze sia del Data TRAIN, che del DataSET intero, impostando un valore di soglia pari a 10. Inoltre tutti i database sono stati discretizzati con 5 livelli.

Si è quindi usato il predictor:

1) senza importare alcun report

2) Importando nelle opzioni causa-effetto il report generato dal DataTrain

3) Importando nelle opzioni causa-effetto il report generato dal DataSet

I risultati (riportati interamente in formato EXEL), con soglia minima (th = 0.1) presentano i seguenti valori:

1) Percentuale correttamente classificati: 77,87 %

2) Percentuale correttamente classificati: 77,87 %

3) Percentuale correttamente classificati: 77.87 %

· Mantenendo i valori di default per la soglia, DataTEST, la percentuale si alza al 78,29 %

· Mantenendo i valori di default per la soglia, DataSET, la percentuale diventa pari a 77,95 %

Si è inoltre cercato di quantizzare l’effetto sui valori di classificazione finali, dell’operazione di discretizzazione. Questa operazione infatti, partendo da un medesimo database (DataTrain e DataTest), mi genera diversi database di tipo ACCESS dipendentemente dalla modalità di discretizzazione scelta:

Tra le possibilità offerte dal software abbiamo considerato:

· Equal Frequency (impostando il numero di livelli a 10)

· Supervised (entropy based) 

I risultati ottenuti divergono in modo significatico:
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Equal Frequency – 78,88 %
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The estimale prediction acouracy is 81.81+:2,19% at 85% confidence level.
Confusion malis:
Fredicted > P11 P2|LitIndex
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ROC Indies:
F110,00000]0,83290 |
F210.83290 ] 0,00000 |

\‘) The test dataset contains 1193 cases, among which, 576 cases were classed corrctly.





Supervisionato (Entropy based) – 81,81 %

I valori generati porterebbero a pensare che il secondo approccio sarebbe da preferire. Vi è però da tenere in considerazione anche il fatto che una componente che incide in modo significativo, è come la randomizzazione distribuisce i dati tra Train e Test. Essi infatti, potrebbero ripartirsi in modo tale da rendere ottimale una discretizzazione ad Equal Frequency, come verrà evidenziato nella tabella dei risultati finali.

ESPERIMENTI:

Sono stati effettutati quattro esperimenti. Si è diviso il dataset “Protein” in dataTRAIN e dataTEST randomizzandone le istanze, ma mantenendo sempre una proporzione del 66 % per i dati di TRAIN e i rimanenti per il TEST.

Per ogni esperimento si è scelto inoltre di generare:

· una Bayesiana senza cambiare alcun parametro delle opzioni

· una Bayesiana impostando i livelli di soglia al valore minimo (th = 0.1)

· una Bayesiana con l’opzione Multi-net, nel caso in cui fosse più performante.

Predittori con parametri di default (1,2,4)
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Predittori con valore di soglia pari a 0.1 (1,2,3,4)
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Predittori con impostazione multinet (1,3,4)
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Tabella riassuntiva 

	
	Ripetizione esperimento
	1
	2
	3
	4

	Tipologia
	
	
	
	
	

	Default
	
	74,60
	75,94
	22.97
	77,72

	
	
	
	
	
	

	Soglia = 0.1
	
	74,69
	Out of memory
	77,03
	80,23

	
	
	
	
	
	

	Multinet
	
	77,37
	Out of memory
	77,03
	74,79

	
	
	
	
	
	


COMMENTI AGLI ESPERIMENTI

· Innanzitutto, si osserva una bassa riproducibilità degli esperimenti. Infatti, è possibile notare dalla tabella, eseguendo più ripetizioni, che pur mantenendo i parametri dell’esperimento invariati, la varianza è elevata; la variazione di performance in termini assoluti passa da 54,75 a 5,54 a 2,6.

· Nel corso del secondo esperimento inoltre il software non è stato in grado di generare i valori di classificazione per problemi di gestione della memoria (per sicurezza il medesimo esperimento è stato ripetuto più volte su computer con elevata capacità di calcolo ma ottenendo sempre il messaggio di “memoria esaurita”).

· Gli esperimenti condotti non ci permettono di individuare il settaggio ottimale per ottenere la miglior performance. Infatti, mentre il primo esperimento ha valori uniformi per il caso di Default e con soglia 0,1 con un miglioramento per il multinet, il terzo esperimento non distingue tra soglia 0,1 e multinet. Inoltre, utilizzando la tipologia di default le performance scendono a meno di un terzo. Il quarto esperimento invece indica un picco con il metodo soglia 0,1 ed una prestazione del multinet più basse rispetto a quelle degli altri esperimenti.

· Infine, possiamo osservare che il valore massimo in assoluto di performance (80,23%)  risulta paragonabile al valore ottenuto con il software Weka ed il classificatore NaiveBayes (80,27%).

Le osservazioni compiute, ci portano a pensare che, nel tentativo di classificare il Dataset “Protein”, un’influenza determinante è dovuta al fattore di divisione casuale dei dati a disposizione in  DataTrain e DataTest. 

